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В данной работе представлена оригинальная модель LANet, предназначенная для улучшения 
результатов сегментации медицинских изображений и основанная на нейронной сети MobileViT. 
Разработанные и интегрированные блоки Efficient Fusion Attention и Adaptive Feature Fusion улучшают 
качество извлечения признаков и уменьшают избыточность данных. Эффективность представленных 
блоков подтверждена множеством экспериментов, включая оценку точности на различных наборах 
данных, на основе таких метрик, как Dice, Precision, Recall, mIoU, оценку производительности модели,  
а также исследование абляции. 
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Введение

Сегментация медицинских изображений на-
шла свое применение в клинической практике, по-
зволяя выполнить точный и автоматизированный 
анализ анатомических структур и патологий. Целью 
сегментации является разделение изображения на 
определенные регионы и выделение области инте-
реса на основе таких атрибутов, как цвет, текстура 
и форма. Этот процесс является базовым для таких 
задач, как поиск очагов поражения, измерение кон-
кретных тканей и 3D-реконструкция [1]. Историче-
ски поиском патологий занимались высококвали-
фицированные специалисты (например, радиологи, 
патологоанатомы), выполняя анализ снимков вруч-
ную. Однако такой подход является трудоемким, 
подвержен дополнительным рискам, связанным, 
например, с усталостью, и не обладает гарантиро-
ванной воспроизводимостью, что делает его непри-
годным для обработки больших объемов медицин-
ских данных. Развитие классических алгоритмов 
сегментации существенно упростили работу специ-
алистов, однако они требуют настройку необходи-
мых параметров вручную (например, задание поро-
га [2], выбор начальных точек для метода на основе 
выращивания регионов [3] и т. д.). С появлением и 
развитием специализированного программного обе-
спечения для обучения глубоких нейронных сетей, 
появлением относительно дешевых устройств для 
обучения, фокус исследований сместился в сторону 
применения методов глубокого обучения.

В сегментации медицинских изображений на 
сегодняшний день существует ряд нерешенных про-
блем:

– существующие модели сверточных нейрон-
ных сетей часто демонстрируют высокую вычисли-
тельную сложность, что препятствует их разверты-

ванию на устройствах с ограниченными ресурсами, 
в т. ч. в клинических приложениях для обработки 
в реальном времени [4];

– для достижения точных результатов сегмен-
тации важно эффективно выделять признаки, относя-
щиеся к задаче, и при этом минимизировать их избы-
точность [5]. Кроме того, слияние низкоуровневых 
и высокоуровневых признаков для многих моделей 
нейронных сетей представляет собой серьезную про-
блему при работе с медицинскими изображениями, 
т. к. данный процесс должен быть адаптивным и кон-
текстно-зависимым, чтобы учесть дополнительную 
информацию и тем самым повысить способность 
сети к точному восприятию и представлению вход-
ных признаков.

Для решения указанных проблем была раз-
работана модель нейронной сети LANet (от англ. 
Lightweight Attention Network, облегченная сеть вни-
мания), включающая следующие новые блоки:

– блок эффективного слияния внимания (от 
англ. Efficient Fusion Attention, EFA), задачей которо-
го является нахождение контекстно-зависимых при-
знаков и минимизация их избыточности;

– блок адаптивного слияния признаков (от 
англ. Adaptive Feature Fusion, AFF), который объе-
диняет низкоуровневые и дискретизированные при-
знаки, что улучшает их восприятие и представление 
сетью.

1. Модель нейронной сети LANet

При разработке модели нейронной сети LANet 
за основу была выбрана модель MobileVit [4], ос-
нованная на архитектуре трансформера, к которой 
дополнительно были добавлены блоки кодера и де-
кодера. Кодер состоит из пяти блоков (на рис. 1 обо-
значены «E-Block»), каждый из которых соответству-
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ет определенному разрешению карты признаков Fi 
(i = 1,2,…,5), размерность которой, в общем случае, 
равна W/2i ×H/2i. Несмотря на то, что эксперименты 
с MobileVit, проведенные другими исследователями, 
показали высокую эффективность данной модели, 
оказалось, что она может формировать избыточную 
информацию [6]. Поэтому каждый E-Block обра-
батывает полученные ранее признаки с помощью 
EFA для выделения значимых на соответствующем 
уровне. Затем очищенные низкоуровневые карты 
объединяются с вышестоящим уровнем, результат 
объединения передается блоку декодирования AFF, 
целью которого является сохранить отличительные 
признаки, полученные в результате объединения ин-
формации от E-Block на разных уровнях, и расши-
рить возможности их представления. Многие про-
анализированные методы ограничиваются только 
выходом самого верхнего слоя декодера в качестве 
результата предсказания, не обращая внимания на 
потерю пространственной информации в результате 
повышающей дискретизации блока декодирования. 
Чтобы решить эту проблему, выполняется преобра-
зование масштаба с последующим объединением 
результатов AFF, полученные при разных разреше-
ниях. В частности, чтобы учесть вариации формы и 
размера на различных уровнях при декодировании, 
выход каждого блока AFF подвергается глобально-
му усреднению. Кроме того, две различные нели-
нейные функции активации, т. е. ReLU и Sigmoid, 
применяются в связке со сверточными слоями 1×1 
для оценки корреляции на разных уровнях и созда-

ния весов при обработке информации в цветовых 
каналах. Полученные веса затем умножаются на вы-
ходной сигнал, чтобы усилить значимость призна-
ков, которые вносят существенный вклад в предска-
зание результата. Наконец, результаты, полученные 
в результате объединения четырех блоков декоди-
рования, проходят через непрерывный сверточный 
слой 1×1, слой повышающей дискретизации и еще 
один сверточный слой 1×1 для получения конечного 
результата предсказания.

Полная структура разработанной сети пред-
ставлена на рис. 1 (базовая модель MobileViT на ри-
сунке обозначена как «Backbone»). При этом приня-
ты следующие обозначения:

– «Conv» обозначает сверточный слой с после-
дующей пакетной нормализацией и функцией акти-
вации ReLU;

– синяя стрелка обозначает комбинацию свер-
точного слоя 1×1 и слоя повышающей дискретиза-
ции;

– 'U' и '+' обозначают слои повышающей дис-
кретизации и поэлементного сложения, соответ-
ственно.

Блок эффективного слияния внимания (EFA) – 
это блок внимания, специально разработанный для 
повышения способности модели к использованию 
канальной и пространственной информации. На рис. 
2 показана его структура, включающая 2 ветви:

– ветвь внимания к пространственной инфор-
мации;

– ветвь внимания к канальной информации.

Рисунок 1. Модель нейронной сети LANet

Рисунок 2. Структура блока EFA
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Ветвь внимания к пространственной информа-
ции направлена на улучшение способности модели 
фокусироваться на пространственном расположении 
объектов в пределах входного изображения, приме-
няя свертку 1×1. Затем результаты свертки преобра-
зуются в веса внимания в диапазоне от 0 до 1 с помо-
щью сигмоидальной функции (на рис. 2 обозначена 
буквой S). В конечном итоге эти веса поэлементно 
умножаются на входные данные, чтобы подчеркнуть 
пространственные признаки, имеющие отношение  
к задаче, и ослабить остальные.

Ветвь внимания к канальной информации  
на основе входных данных формирует характе- 
ристики каналов. Она фиксирует их значимость  
с помощью последовательного выполнения та-
ких операций, как глобальное усреднение входных 
данных (операция GAP) для получения общей ин-
формации о признаках, две операции свертки 1×1  
для получения весов для каждого канала в отдель-
ности. Подобно ветви внимания к пространственной 
информации, эти веса также сводятся к диапазону 
от 0 до 1 с помощью сигмоидальной функции и по-
элементно умножаются на входные данные для вы-
деления признаков в каналах, имеющих отношение  
к задаче, и подавления остальных.

Наконец, блок EFA объединяет выходы вет-
вей, складывая их поэлементно.

Такое слияние позволяет модели всесторонне 
использовать канальную и пространственную инфор-
мацию, тем самым улучшая понимание и использо-
вание моделью входных признаков. Математически 
данный блок можно описать следующим образом:

Oc = Input ∙(∂(Conv1×1 (GAP(Input))))
Os = Input ∙(∂(Conv1×1 (Input)))             ,
O = Oc+Os

где ∂ обозначает сигмоидальную функцию актива-
ции, GAP и Conv1×1 – слой глобального усреднения 
входных данных и сверточный слой 1x1 соответ-
ственно, Input – входное изображение.

Блок декодирования с адаптивным слиянием 
признаков (AFF). В разработанной модели кодирова-
ние играет важную роль в извлечении признаков из 
исходных данных, а декодирование отвечает за вос-
становление этих признаков к исходному разреше-
нию изображения для формирования окончательной 
маски. Однако традиционная структура кодер-деко-
дер может иметь определенные ограничения в кон-
тексте объединения признаков. Например, многие 
варианты модели U-Net [7-10] были направлены на 
совершенствование подходов к извлечению каче-
ственных признаков, но не рассматривали способы 
их объединения.

Блок AFF получает входную информацию, 
состоящую из очищенных низкоуровневых при-
знаков кодера и признаков декодера. Эти два век-
тора признаков объединяются для формирования 

слитого представления, которое затем разделяется 
на две параллельные ветви. Первая ветвь состоит 
из двух сверточных слоев 3×3, каждый из которых 
проходит пакетную нормализацию и использует 
функцию активации ReLU. Эта ветвь предназна-
чена для извлечения высокоуровневых признаков  
с помощью операции свертки, что позволяет 
модели улавливать более сложные и абстракт-
ные объекты. Во второй ветви сначала исполь-
зуется сверточный слой 1×1 и слой пакетной 
нормализации для уменьшения размерности 
признаков и вычислительной сложности. Затем ре-
ализуется механизм внимания путем введения слоя  
Squeeze & Excitation. Этот слой обеспечивает 
адаптивное взвешивание признаков, позволяя мо-
дели выделять важные признаки и усиливать их. 
Наконец, выходы двух ветвей складываются и 
отображаются через сигмоидальную функцию для 
формирования конечного результата. Такой подход 
к объединению внимания и признаков демонстри-
рует повышенную гибкость и устойчивость.

Структура блока декодирования показана  
на рисунке 3.

Рисунок 3. Структура блока AFF

Функция потерь. Бинарная кросс-энтропия – 
метод, широко используемый для оценки ошибки 
прогнозирования в различных задачах сегментации, 
однако она имеет ряд недостатков. Во-первых, метод 
не учитывает глобальную структуру изображения 
при оценке потерь для отдельных пикселей. Во-вто-
рых, медицинские изображения в тестовых наборах 
несбалансированные и фоновых пикселей боль-
ше, чем граничных. Такой дисбаланс может приве-
сти к смещению в сторону предсказания категорий 
фона. Для решения указанных недостатков в LANet 
предлагается использовать функцию потерь Lovasz-
Softmax [11]:

где T и (∆Jt ) обозначают число классов и расширение 
Ловаса для коэффициента Жаккара соответственно,  
а yi (t)ϵ{-1,1} и pi (t)ϵ[0,1] – истинная метка пиксе- 
ля i и вероятность принадлежности пикселя i к клас-
су t соответственно.

(1)

(2)
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Результаты тестирования.  
Оценка качества предложенной модели

Тестовые наборы данных. Для тестирования 
предложенной модели LANet использовались четыре 
открытых набора данных медицинских изображений:

– Kvasir-SEG [12]: открытый набор данных, 
состоящий из изображений полипов желудочно-ки-
шечного тракта и соответствующих масок для сег-
ментации. Аннотации были тщательно проработа-
ны опытными гастроэнтерологами. Набор данных 
включает 1000 изображений полипов с разрешением  
от 332×487 до 1920×1072 пикселей;

– CVC-ClinicDB [13]: набор данных, со-
держащий 612 RGB-изображений с разрешени-

ем 384×288 пикселей и включающий различные 
структуры и поражения (например, нормальная 
ткань толстой кишки, полипы и язвы). В наборе 
данных учитываются различные пациенты и на-
стройки объектива для обеспечения разнообразия 
и реалистичности;

– CVC-ColonDB [14]: специально созданный 
набор данных для анализа изображений колоноско-
пии и обнаружения полипов, состоящий из 380 изо-
бражений с разрешением 500×570 пикселей;

– 2018 Data Science Bowl [15]: набор дан-
ных, состоящий из 670 изображений с разрешением 
256×256 пикселей, в котором представлены изобра-
жения биологических клеток (например, раковые, 
нормальные и другие).

Таблица 1. Параметры тестовых наборов, используемые для работы с LANet

Тестовый набор Число 
изображений

Разрешение, 
пикселей

Результат деления тестовых наборов, изображений

тренировочный проверочный тестовый

Kvasir-SEG 1000

256 × 256

800 100 100

CVC-ClinicDB 612 490 61 61

CVC-ColonDB 380 300 40 40

2018 Data Science Bowl 670 530 67 67

При предварительной подготовке данных изо-
бражения были приведены к единому разрешению, 
равному 256×256 пикселей (для этого использовался 
метод линейной интерполяции с разными коэффици-
ентами масштабирования по осям X и Y). Весь набор 
данных разделен на множества для обучения, провер-
ки и тестирования в соотношении 8:1:1. В таблице 1 
представлены результаты предварительной подготов-
ки данных. Затем полученные карты признаков воз-
вращались к исходному размеру для итоговой оценки 
результата.

Метрики оценки результатов. Для оценки эф-
фективности работы LANet использовался ряд стан-
дартных оценочных показателей: Precision (Prec.), 
Recall, Dice и mean Intersection over Union (mIoU):

где TP, FP, FN – число истинно положительных, лож-
но положительных и ложно отрицательных результа-
тов классификации.

Особенности реализации. Модель нейрон-
ной сети реализована с применением фреймвор-

ка PyTorch и обучена с применением видеокар-
ты NVIDIA GeForce RTX 4060 Ti с 16 ГБ памяти.  
В качестве опорной сети использовалась модель 
MobileVit, которая была предварительно обучена  
с помощью тестового набора ImageNet [16].

Для обучения модели LANet использовались 
следующие параметры:

– модель оптимизации: алгоритм Adam с на-
чальной скоростью обучения 1e-4;

– размер пакета (от англ. batch): 16;
– число эпох обучения: 300.
Чтобы решить проблему небольшого размера 

тестовых наборов, для их пополнения использова-
лись следующие подходы: случайная обрезка изо-
бражений, повороты на [90°, 180°, 270°]. Следует 
отметить, что увеличение данных не применялось к 
тестовому набору.

Оценка полученных результатов. В таблице 2 
представлены основные результаты по выбранным 
метрикам в сравнении с другими современными мо-
делями (U-Net [17], Attention U-Net [7], ResUNet++ 
[8], U-Net++ [9], DoubleU-Net [10], FANet [18], FCN8 
[19], PraNet [20]). Для сравнения с разработанной 
моделью LANet для тестовых наборов Kvasir-SEG, 
CVC-ClinicDB и Data Science Bowl 2018 использо-
вались результаты, представленные в работе [18]. 
Для тестового набора CVC-ColonDB использовались 
официальные реализации с сайта GitHub. Лучшие 
значения выделены жирным.

(3)
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Таблица 2. Результаты работы с тестовым набором Kvasir-SEG

Тестовый набор Модель нейронной сети Dice mIoU Recall Prec.

Kvasir-SEG

U-Net 0.597 0.471 0.617 0.672

Attention U-Net 0.794 0.696 0.838 0.829

ResUNet++ 0.714 0.612 0.742 0.784

U-Net++ 0.800 0.700 0.872 0.799

DoubleU-Net 0.813 0.733 0.840 0.861

FANet 0.880 0.815 0.906 0.901

FCN8 0.831 0.737 0.835 0.882

Разработанная модель 0.911 0.851 0.903 0.949

CVC-ClinicDB

U-Net 0.823 0.755 - -

ResUNet++ 0.796 0.796 0.702 0.879

FANet 0.936 0.894 0.924 0.940

PraNet 0.899 0.849 - -

Разработанная модель 0.944 0.896 0.926 0.966

CVC-ColonDB

U-Net 0.504 0.436 0.533 0.626

U-Net++ 0.482 0.408 0.525 0.607

PraNet 0.712 0.640 0.749 0.852

Разработанная модель 0.771 0.712 0.758 0.894

Data Science  
Bowl 2018

U-Net 0.757 0.910 - -

Attention U-Net 0.918 0.910 0.918 0.924

U-Net++ 0.912 0.848 0.920 0.911

DoubleU-Net 0.768 0.841 0.641 0.960

FANet 0.918 0.857 0.922 0.919

Разработанная модель 0.930 0.871 0.918 0.946

Рисунок 4. Визуализация результатов сегментации на примере 4 моделей нейронных сетей, включая разработанную
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На рис. 4 представлены результаты сегмен-
тации, полученные при сравнении модели LANet  
с тремя другими методами. При этом видно, что 
представленная модель достигает близких к истине 
результатов, превосходя другие сравниваемые мето-
ды в работе в различных сложных ситуациях:

– небольшой размер области интереса в тесте 
CVC-ColonDB;

– несколько областей интереса небольшо-
го размера с незначительными цветовыми изме-
нениями между объектами и фоном в тесте Data 
Science Bowl 2018 (на рисунке 4 обозначен как  
«2018 DSB»);

– большой размер полипов и сложные нечет-
кие границы, связанные с особенностями освещения 
и теней.

Таблица 3. Результаты работы с тестовым набором Kvasir-SEG

Параметр Unet Unet++ PraNet ResU-Net MSNet Attention 
U-Net LANet

Число параметров, 
млн. 34.52 36.63 30.50 18.22 27.69 34.88 20.92

Производительность 
модели, GFLOPs 123.87 262.16 13.15 55.36 17.00 266.54 46.53

Скорость 
распознавания, fps 123.11 82.51 25.05 23.50 31.08 55.93 89.29

В таблице 3 представлена оценка сложности 
моделей нейронных сетей, на основе которой мож-
но судить о сложности представленного решения  
в сравнении с альтернативными. В качестве основ-
ных параметров были выбраны следующие: размер 
модели в миллионах параметров, производитель-
ность модели, измеренная в GFLOPs, а также время 
распознавания в кадрах в секунду (fps).

Как видно из таблицы 3, предложенная модель 
занимает второе место по количеству параметров и 
по скорости распознавания по сравнению с другими 
методами. Сопоставление полученных результатов  
с результатами из таблицы 2 показывает, что  
модель LANet обеспечивает высокую скорость 
распознавания и производительность, сохраняя  
при этом высокий уровень точности.

Оценка t-критерия Стьюдента (на основе 
метрики Dice). Для набора данных Kvasir-SEG ре-
зультаты оценки t-критерия показывают, что все мо-
дели, кроме FANet, имеют p-значения значительно 
ниже 0.05 (таблица 4), что говорит о том, что разница  
в полученной оценке метрики Dice по сравнению 
с моделью LANet статистически значима, т.е. на-
блюдаемые улучшения вряд ли объясняются слу-
чайностью. Однако сравнение с FANet показало 
p-значение, равное 0.41, что говорит об отсутствии 
статистически значимых различий. Такой результат 
связан с устойчивостью FANet к специфическим 
характеристикам изображений, присутствующим  
в тесте Kvasir-SEG, что может сделать его конкурен-
тоспособным по отношению к предложенной модели 
при определенных условиях.

Таблица 4. Сравнение результатов проверки значимости моделей с помощью t-критерия на наборе данных 
Kvasir-SEG

Модель 
нейронной сети U-Net ResUNet++ FCN DoubleU-Net U-Net++ Attention U-Net FANet

p-значение 2.453e-11 1.016e-05 0.047 0.024 0.015 0.004 0.411

Аналогично в тесте с базой CVC-ClinicDB 
результаты оценки t-критерия (таблица 5) показа-
ли статистически значимые p-значения для U-Net, 
ResUNet++, SFA и PraNet. При этом несмотря на 
то, что DoubleU-Net достигла значения Dice, равное 
0.924, по сравнению с 0.944 в модели LANet, p-зна-
чение составило 0.910, что указывает на отсутствие 
статистически значимой разницы. Это говорит о том, 
что наблюдаемое различие может быть вызвано слу-
чайной вариацией, а не истинным различием в полу-

ченных картах признаков. Тем не менее, небольшое 
преимущество представленной модели в коэффици-
енте Dice может быть клинически значимым в неко-
торых приложениях, где даже незначительные улуч-
шения имеют ценность.

В тесте с базой CVC-ColonDB результаты 
оценки t-критерия (таблица 5) демонстрируют стати-
стическую значимость для всех сравниваемых моде-
лей, что указывает на то, что полученные результаты 
не являются случайными.
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В наборе данных Data Science Bowl 2018  
представленная модель также демонстрирует  
лучшие коэффициенты Dice по сравнению с боль-
шинством методов. Однако сравнение с U-Net++, 
Attention U-Net и FANet показало p-значения 0.46, 
0.89 и 0.79 соответственно, что не указывает на 
статистически значимые различия. Это говорит  
о том, что при работе с изображениями, на кото-
рых много объектов, предложенная модель суще-

ственно не превосходит эти методы. Отсутствие 
значимых различий можно объяснить сложностью 
и изменчивостью изображений в указанном набо-
ре данных, что может уравнять шансы U-Net++,  
Attention U-Net и FANet с предложенным под-
ходом, подчеркивая необходимость дальнейшей  
оптимизации или применения специализиро- 
ванных подходов для достижения явного превосход-
ства.

Таблица 5. Сравнение результатов проверки значимости моделей с помощью t-критерия  
на наборах данных CVC-ClinicDB, CVC-ColonDB и Data Science Bowl 2018

CVC-ClinicDB CVC-ColonDB Data Science Bowl 2018

Модель 
нейронной сети p-значение Модель 

нейронной сети p-значение Модель 
нейронной сети p-значение

U-Net 0.007 U-Net 1.67e-12 U-Net 0.001

ResUNet++ 0.003 U-Net++ 2.407e-10 DoubleU-Net 0.007

SFA 2.62e-07 C2FNet 0.049 U-Net++ 0.463

PraNet 0.025 MSNet 0.037 Attention U-Net 0.887

Double U-Net 0.910 PraNet 0.018 FANet 0.786

Исследование абляции. Чтобы проверить 
значимость ключевых компонентов в модели 
LANet, был проведен ряд экспериментов по абля-
ции на двух наборах данных (Kvasir-SEG и CVC-
ClinicDB).

Результаты тестов приведены в таблице 6. Ви-
зуальное сравнение результатов сегментации пред-
ставлено на рис. 5.

Удаление блока EFA не сильно сказывается 
на результатах измерения указанных метрик и не 
превышает 3,4 % в метрике Precision для тестового 
набора Kvasir-SEG и 3,3 % в метрике Dice для те-
ста CVC-ClinicDB. Однако, анализируя рисунок 5, 
можно увидеть, что модель без EFA некорректно  

обрабатывает края интересующих объектов,  
добавляя лишние детали.

Чтобы проанализировать вклад AFF, вместо 
данного блока были внедрены два сверточных слоя 
3×3 с пакетной нормализацией и функцией актива-
ции ReLU в качестве блока декодирования. Как вид-
но из таблицы 6, отсутствие блока AFF приводит  
к заметному снижению качества сегментации, осо-
бенно на наборе данных СVС-ClinicDB. В частности, 
метрики Dice, mIoU, Recall и Precision демонстриру-
ют снижение на 3,7 %, 3,7 %, 3,3 % и 4,0 % соответ-
ственно. Кроме того, рис. 5 наглядно демонстрирует 
значительное расхождение между результатом рабо-
ты модели без блока AFF и истинным значением.

Таблица 6. Оценка значимости основным компонент модели

Тестовый набор Метод Dice mIoU Recall Prec.

Kvasir-SEG

без EFA 0.889 0.830 0.897 0.915

без AFF 0.901 0.841 0.901 0.923

LANet 0.911 0.851 0.903 0.949

CVC-ClinicDB

без EFA 0.911 0.865 0.903 0.958

без AFF 0.907 0.859 0.893 0.926

LANet 0.944 0.896 0.926 0.966
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Рисунок 5. Визуальное сравнение результатов сегментации

Заключение
В данной работе представлена разработан-

ная модель нейронной сети LANet для сегмента-
ции медицинских изображений. В качестве базовой 
модели используется MobileVit для эффективного 
извлечения информации о признаках из входных 
изображений. Предложены два новых компонента, 
составляющие основу модели LANet, – блок эффек-
тивного слияния внимания и блок декодирования с 
адаптивным слиянием признаков. Блок EFA улуч-
шает возможности модели по извлечению призна-
ков, захватывая релевантную задаче информацию и 
минимизируя избыточность как на канальном, так и 
пространственном уровнях. С другой стороны, блок 
декодирования AFF эффективно объединяет «очи-
щенные» низкоуровневые признаки с признаками, 
полученными от декодера.

Для оценки эффективности сегментации 
LANet были проведены обширные исследования на 
четырех публичных наборах данных: Kvasir-SEG, 
CVC-ClinicDB, CVC-ColonDB и Data Science Bowl 
2018. Результаты экспериментов показали, что пред-
ложенная модель превосходит другие современные 
методы. Кроме того, для исследования значимости 
ключевых компонентов были проведены экспери-
менты по абляции, результаты которых подтвердили 
эффективность предложенных блоков.

Анализ данных с использованием t-критерия 
Стъюдента показал, что предложенная модель де-
монстрирует статистически значимое улучшение  

по сравнению с большинством моделей в раз-
личных наборах данных. Для тех параметров, где  
значимость не была достигнута, различия в метриках 
Dice были небольшими, однако в пользу предложен-
ной модели.

Предложенные улучшения имеют важное зна-
чение в медицинской сфере, поскольку даже неболь-
шое повышение точности сегментации важно в кли-
нической практике для принятия точных решений. 
Это подчеркивает практическую ценность и эффек-
тивность модели LANet, благодаря ее способности 
обеспечивать качественные результаты сегментации 
в различных клинических сценариях.

В заключение следует отметить, что архи-
тектура LANet с интегрированными блоками EFA 
и AFF представляет собой перспективное решение 
для задач сегментации медицинских изображений. 
Дальнейшие исследования могут быть направлены 
на совершенствование модели и изучение ее приме-
нимости в области трехмерных медицинских изобра-
жений.

По решению авторов, официальная реали-
зация представленной модели была опубликована  
на сайте GitHub (https://github.com/tyjcbzd/LANet)  
и доступна для бесплатного некоммерческого ис-
пользования.
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